

ایده‌ی نوآوری:
“Active Task-aware Label Assignment (ATLA)”
🔹 یعنی ترکیب DTLA مقاله‌ی اصلی با مفاهیم Active Learning تا مدل بتواند هوشمندانه‌تر و کم‌نمونه‌تر آموزش ببیند.

. برچسب‌گذاری هوشمند با کمک یادگیری فعال (Active Learning)
بخش DTLA در مقاله به‌صورت پویا بر اساس امتیاز مدل تصمیم می‌گیرد.
می‌توان یک نسخه‌ی پیشرفته‌تر طراحی کرد که:
· پیش‌بینی‌های مدل را تحلیل کند،
· و در هر epoch نقاطی را که بیشترین خطا دارند، برای بازآموزی یا وزن‌دهی مجدد انتخاب کند.
🔸 این رویکرد باعث می‌شود برچسب‌گذاری و آموزش «هوشمندتر» و «کم‌نمونه‌تر» شود.


مشکل در روش فعلی (DTLA در مقاله):
در مقاله‌ی اصلی، DTLA بر اساس ترکیب دو امتیاز تصمیم می‌گیرد:
· امتیاز مکان‌یابی (Localization Score)
· امتیاز طبقه‌بندی (Classification Score)
اما این تصمیم:
· فقط در همان epoch گرفته می‌شود (یعنی کوتاه‌مدت است)
· و مدل نمی‌فهمد در کدام نمونه‌ها بیشتر اشتباه کرده یا اطمینان پایینی دارد

ایده‌ی پیشنهادی:
افزودن مفهوم یادگیری فعال (Active Learning) به فرایند برچسب‌گذاری پویا
مدل نه‌تنها بر اساس امتیاز فعلی تصمیم بگیرد، بلکه با تحلیل تاریخچه‌ی خطاها و عدم‌قطعیت‌ها، یاد بگیرد کدام نقاط تصویر ارزش آموزشی بیشتری دارند 👇

⚙️ ساختار پیشنهادی الگوریتم (ATLA)
🔹 مرحله 1 – ارزیابی عدم‌قطعیت (Uncertainty Evaluation)
برای هر نقطه یا ناحیه در تصویر، علاوه بر امتیاز Dx,y از DTLA، یک معیار عدم قطعیت (Uncertainty Score) محاسبه می‌شود:
[
U(x,y) = 1 - |p_{cls}(x,y) - 0.5|
]
یعنی اگر مدل در پیش‌بینی نوع شیء مطمئن نباشد (مثلاً احتمال 0.48 برای کلاس خاص)، آن نقطه اولویت بالاتری برای آموزش دارد.

🔹 مرحله 2 – انتخاب نمونه‌های فعال
در هر epoch، از میان همه‌ی نقاط مثبت و منفی، آن‌هایی که:
· امتیاز Dx,y متوسط دارند (نه خیلی بالا نه خیلی پایین)
· و Uncertainty زیاد دارند
به‌عنوان نمونه‌های فعال (Active Samples) برای بازآموزی انتخاب می‌شوند.

🔹 مرحله 3 – وزن‌دهی پویا در تابع هزینه
نمونه‌های فعال وزن بیشتری در تابع Loss می‌گیرند:
[
Loss = w_{active} \times Loss_{active} + w_{normal} \times Loss_{normal}
]
که در آن ( w_{active} > w_{normal} ) (مثلاً 1.5 یا 2.0)

🔹 مرحله 4 – بازآموزی تطبیقی (Adaptive Feedback)
در طول آموزش، مدل با ردیابی خطاها یاد می‌گیرد:
· کدام نقاط مکرراً اشتباه پیش‌بینی می‌شوند
· و به‌صورت تطبیقی اهمیت آن‌ها را در epochهای بعدی افزایش می‌دهد

نتیجهٔ نوآوری
✅ مدل با همان داده‌ها، بهتر و سریع‌تر یاد می‌گیرد
✅ نیاز به داده‌های زیاد کمتر می‌شود (Sample-efficient training)
✅ در داده‌های با نویز زیاد (مثل تصاویر هوایی) پایداری بیشتری دارد
✅ و مهم‌تر از همه، با حفظ ساختار مقاله‌ی اصلی، نوآوری واضح و قابل دفاع دارد

🧾 عنوان پیشنهادی مقاله جدید
“Active Task-aware Label Assignment for Rotation-robust Object Detection in Aerial Images”
(برچسب‌گذاری فعال آگاه از وظیفه برای تشخیص اشیای مقاوم به چرخش در تصاویر هوایی)

🔬 بخش‌های قابل نگارش مقاله جدید
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